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摘要： 在“双碳”背景下，对碳排放进行估算和达峰情景模拟具有重要意义 . 然而，准确识别碳排放的影响因素，科学预测碳达峰

时间仍具有较大挑战 . 以中国 30 个省份（中国香港、澳门、台湾和西藏资料暂缺）为研究对象，利用 IPCC 碳排放系数法，估算

2000~2020 年中国 30 个省份的碳排放总量，并刻画其时空分布特征；进一步，利用多种机器学习算法，构建并遴选性能最优的碳

排放估算模型，量化识别影响我国碳排放的主要因子；最后，在顾及全国和各地区不同发展趋势的基础上，运用情景分析法和碳

排放估算模型，预测未来 15 a 全国及各地区碳排放的变化趋势 . 结果表明：①2000~2020 年，我国碳排放在时间上呈现出“先快后

慢”的增长特征，在空间上呈现出“东高西低、北高南低”的分布特征；②能源消费总量、能源结构、常住人口、城市化水平和产业结

构高级化是影响我国碳排放的主要因子；③在基准、低碳及高碳情景下，2021~2035 年全国及各地区碳排放都呈现出“先上升后

下降”的变化趋势 . 其中，除高碳情景下的西北地区外，全国及各地区在 3 种情景下均能在 2030 年前实现碳达峰目标 . 研究可为

后续制定和实施区域碳达峰峰值综合控制策略提供有益的参考 . 
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Abstract： In the context of the “dual carbon” goals， estimating carbon emissions and simulating peak scenarios has significant importance. However， accurately identifying the factors 
influencing carbon emissions and scientifically predicting the peak carbon emission time still present considerable challenges. This study focused on 30 provinces in China （data were 
not available for Hong Kong， Macau， Taiwan， and Tibet， China） and utilized the IPCC carbon emission coefficient method to estimate the total carbon emissions from 2000 to 2020， 
while also depicting their spatial and temporal distribution characteristics. Furthermore， various machine learning algorithms were employed to construct and select the optimal carbon 
emission estimation model， quantifying the main factors influencing carbon emissions in China. Finally， considering different development trends across the country and regions， 
scenario analysis and the carbon emission estimation model were used to predict changes in carbon emissions nationwide and in various regions over the next 15 years. The results 
follow： ① From 2000 to 2020， China􀆳s carbon emissions exhibited a “rapid then slow” growth pattern through time， with a spatial distribution characterized as “higher in the east and 
lower in the west， higher in the north and lower in the south.” ② The main factors affecting China 􀆳s carbon emissions include total energy consumption， energy structure， resident 
population， urbanization level， and the advancing industrial structure. ③ Under baseline， low-carbon， and high-carbon scenarios， carbon emissions nationwide and in various 
regions are projected to show an “increase then decrease” trend from 2021 to 2035. Notably， except for the northwest region under the high-carbon scenario， all regions are expected 
to achieve their carbon peak targets by 2030 under the three scenarios. This study provides valuable insights for formulating and implementing comprehensive control strategies for 
regional carbon peak emissions.
Key words： machine learning； carbon emissions； influencing factors； carbon peaking； scenario simulation

全球气候变化对地球生态环境、社会经济发展

和人类生命健康的影响日益显著［1］. 化石燃料燃烧所

产生的二氧化碳被广泛认为是导致气候变化的主要

影响因子［2］. 为降低气候变化带来的威胁，减少碳排

放、实现碳中和已成为世界各国共同努力的目标 . 中
国作为《巴黎协定》的缔约国，同时也是世界上人口

最多且经济增长最快的国家之一，其碳排放水平以

及未来发展路径对全球碳中和目标的实现具有重要

影响 . 因此，对我国开展碳排放影响因素分析及其未

来变化趋势研究，可为各级政府制定碳减排措施提

供理论支持和决策依据，有望助力我国“双碳”目标

的实现 . 
当前，已有众多学者在全国尺度下围绕碳排放

的估算和影响因素分析以及碳排放预测开展了大量

工作［3~5］. 在碳排放的估算方面，目前常用的碳排放估
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算方法主要有 3 种，分别是生命周期分析法［6］、投入

产出分析法［7］和 IPCC 碳排放系数法［8］. 其中，生命周

期 分 析 法 是 通 过 量 化 产 品 在 原 材 料 提 取 、生 产 、运

输、使用和处置等阶段的资源消耗来估算碳排放，得

出的碳排放结果更接近实际状况，但计算过程较为

复杂［9］. 投入产出分析法是利用国家或地区的投入产

出表来估算碳排放，可以较为准确地识别经济系统

中各部门的碳排放，但构建投入产出表所需的数据

获取难度较大［10］. IPCC 碳排放系数法是利用政府间

气候变化专门委员会（IPCC）提供的碳排放系数来估

算碳排放 . 该方法因数据易得、计算简便等特点，受

到了学者们的广泛青睐［11~13］. 在碳排放的影响因素分

析方面，前人多利用 LMDI 因素分解法［14］和 STIRPAT
模型法［15］等线性方法分析碳排放的影响因素 . 然而，

影响因素与碳排放之间往往呈现出复杂的非线性关

系［16］，使得利用线性的方法难以准确解构二者之间

的响应关系 . 近年来，BP 神经网络［17］、支持向量机［18］、

随机森林［19］和 XGBoost［20］等机器学习算法因其在处

理非线性问题上的出色表现，被广泛应用于碳排放

的影响因子识别 . 在碳排放预测方面，情景分析法多

被应用于预测未来碳排放的变化趋势 . 许多学者通

过设置人口规模［21］、产业结构［22］以及能源结构［23］等

因 子 的 不 同 发 展 情 景 ，探 讨 未 来 的 碳 排 放 趋 势 . 然
而，针对情景设置，已有研究多将全国设置为统一的

发展速率，未顾及区域差异，可能会增加碳排放预测

的不确定性 . 
基于此，本研究拟利用 IPCC 碳排放系数法，估算

近 20 a 中国 30 个省份的碳排放总量，并刻画其时空

分布特征；进一步，利用多种机器学习算法，构建并

遴选性能最优的碳排放估算模型，量化识别影响我

国碳排放的主要因子；最后，在顾及全国和各地区不

同发展趋势的基础上，运用情景分析法和碳排放估

算模型，预测未来 15 a 全国及各地区碳排放的变化趋

势，以期为我国实现“双碳”目标及可持续发展提供

借鉴参考 . 
1　材料与方法

1.1　数据来源

本研究所使用的数据包括 2000~2020 年中国 30
个省份（中国香港、澳门、台湾和西藏资料暂缺）的化

石 燃 料 消 费 数 据 和 社 会 经 济 统 计 数 据 . 其 中 ，化 石

燃料消费数据为省级尺度的终端能源消费量数据，

来 源 于《中 国 能 源 统 计 年 鉴》（http：//www.stats.gov.
cn/）；社 会 经 济 统 计 数 据 为 省 级 尺 度 的 年 度 统 计 数

据，来源于《中国统计年鉴》（http：//www.stats.gov.cn/sj/
ndsj/）. 
1.2　研究方法

1.2.1　IPCC 碳排放系数法

根据 IPCC 提供的碳排放系数法，结合我国的用

能特点，选取 10 种主要能源（原煤、焦炭、原油、汽油、

煤油、柴油、燃料油、天然气、热力和电力）来计算碳

排放［24］. 其中，考虑到各地区的火电占比不同，导致

相同电力消费所产生的碳排放不尽相同，为此本研

究通过火电占比系数来体现电力碳排放的空间差异

性［25］. 计算公式如下：

CO2 = 44
12 × (∑i=1

9
Ki εi Ei + αK p εp E p ) （1）

式中，CO2 为能源消费产生的碳排放总量，44 12 为碳

折合成二氧化碳的换算系数，i 为所选的能源种类（除

电力外），Ki 为第 i 种能源的碳排放系数，εi 为第 i 种能

源的标准煤换算系数，Ei 为第 i 种能源的终端消费量，

α 为火电占总发电量的比值，K p 为电力的碳排放系

数，εp 为电力的标准煤换算系数，E p 为电力的终端消

费量 . 
1.2.2　碳排放趋势分析法

本研究利用一元线性回归模型，计算 2000~2020
年我国各省份碳排放的倾向值，进而分析我国各省

份碳排放的时间变化趋势［26］. 计算公式如下：

Slope =
n × ∑

t=1

n

( )t × Ct - ( )∑
t=1

n

t ( )∑
t=1

n

Ct

n × ∑
t=1

n

t2 - ( )∑
t=1

n

t
2 （2）

式中，Slope 为碳排放变化的趋势，n 为研究期长度（n=
21），t 为时间序列（2000 年为第一年），Ct 为第 t 年对应

的碳排放总量 . 若 Slope>0，表示碳排放随时间推移呈

增长趋势；若 Slope<0，则表示碳排放随时间推移呈减

少趋势 . Slope 的绝对值大小反映了碳排放增长或减

少的速率 . 此外，本研究以 P<0.05 表征碳排放趋势变

化（Slope）的显著性 . 
为进一步划分各省份碳排放增长速率的高低，

本研究采用标准差划分法将各省份碳排放增长趋势

划分为 4 种类型［27］. 划分标准如表 1 所示 . 
表 1　变化趋势类型划分标准 1）

Table 1　Criteria for classifying types of trends
增长类型

Slope
缓慢增长型

< x̄ - 0.5s

中速增长型

(x̄ - 0.5s )~ ( x̄ + 0.5s )
较快增长型

( x̄ + 0.5s )~ ( x̄ + 1.5s )
迅猛增长型

> x̄ + 1.5s

1）x̄ 为各省份 Slope 的平均值；s 为各省份 Slope 的标准差
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1.2.3　碳排放影响因素筛选

影响碳排放的因素众多，综合分析前人研究成

果，并结合数据可得性，本研究从人口、经济、科技、

产 业 、能 源 和 社 会 共 6 个 方 面 ，筛 选 并 获 得 了 24 个

对 碳 排 放 影 响 较 大 的 因 子（表 2）. 其 中 ，人 口 方 面

用 常 住 人 口 和 户 均 人 口 数 来 表 示［28］；经 济 方 面 用

GDP 和 人 均 GDP 来 表 示［29］；科 技 方 面 用 科 技 成 果 、

能 源 效 率 和 R&D 内 部 支 出 来 表 示［30］；产 业 方 面 用

第 一 、二 和 三 产 业 结 构 、第 一 、二 和 三 产 业 GDP 和

产 业 结 构 高 级 化 来 表 示［31］；能 源 方 面 用 能 源 结 构 、

能源强度和能源消费总量来表示［32］；社会方面用城

市化水平、治理投资、消费品零售总额、社会消费水

平 、外 商 投 资 强 度 、公 路 客 运 量 和 私 人 汽 车 拥 有 量

来表示［33］.

鉴于不同因子对碳排放的影响程度各异，为提

升模型的可解释性和预测性能，并降低多重共线性

对模型结果的干扰，有必要在构建模型前对这 24 个

影响因子进行筛选 . Lasso 回归是一种数据降维分析

方法，通过在损失函数中加入 L1 正则化项来实现变

量筛选和模型复杂度控制［34］. 这种方法可以有效地

减少模型中的参数数量，帮助识别重要特征，从而提

高模型的可解释性和预测性能，减少多重共线性问

题对模型结果的影响 . 本研究首先对上文选取的 24
个影响因子数据进行 Max-Min 归一化处理，然后将处

理后的影响因子数据作为自变量输入，碳排放数据

作 为 因 变 量 输 入 ，利 用 Lasso 回 归 进 行 影 响 因 子 筛

选 . 若 Lasso 分析结果中变量的标准化系数为 0，则该

变量被剔除，决定系数（R2）可以评估剔除变量后模型

的精度 . 

1.2.4　机器学习模型对比与精度验证

本研究利用机器学习模型预测碳排放并量化各

影响因子的重要性 . 根据机器学习算法的组织方式

和学习策略，将模型分为了单模型和集成学习模型

两类，每个类别分别选取一些经典的模型 . 其中，单

模型方面选取了 BP 神经网络、支持向量机和决策树；

集 成 学 习 模 型 方 面 选 取 了 随 机 森 林 、AdaBoost、
XGBoost 和 LightGBM. 以 此 来 分 别 构 建 碳 排 放 估 算

模型 .
单模型是指仅包含一个模型的机器学习架构，

通过训练单一模型来解决问题 . 其中，BP 神经网络具

有强大的非线性建模能力，可以进行端到端学习，无

需手动提取特征［35］；支持向量机具有较强的泛化能

力和鲁棒性，在处理高维数据和样本较少时表现优

秀［36］；决策树具有易解释性，适用于各种数据类型，

表 2　碳排放影响因子

Table 2　Factors influencing carbon emission
变量类型

人口

经济

科技

产业

能源

社会

变量名称

常住人口

户均人口数

GDP
人均 GDP
科技成果

能源效率

R&D 内部支出

第一产业结构

第二产业结构

第三产业结构

第一产业 GDP
第二产业 GDP
第三产业 GDP

产业结构高级化

能源结构

能源强度

能源消费总量

城市化水平

治理投资

消费品零售总额

社会消费水平

外商投资强度

公路客运量

私人汽车拥有量

指标含义

全年经常在家或在家居住 6 个月以上的人口

户籍人口/总户数

国内生产总值

国内生产总值/常住人口

专利授权数

国内生产总值/能源消费总量

研究与开发机构用于本机构内部的实际支出

第一产业增加值/国内生产总值

第二产业增加值/国内生产总值

第三产业增加值/国内生产总值

第一产业增加值

第二产业增加值

第三产业增加值

第三产业增加值/第二产业增加值

煤炭消费量/能源消费总量

能源消费总量/国内生产总值

各种能源消费的总和

城镇人口/常住人口

工业污染治理完成投资

向城乡居民和社会集团供应的消费品总额

消费品零售总额/常住人口

实际利用外资额/国内生产总值

公路交通客运量

平均每百户家用汽车拥有量

数据来源

《中国统计年鉴》

《中国统计年鉴》

《中国统计年鉴》《中国能源统计年鉴》

《中国统计年鉴》

《中国统计年鉴》

《中国能源统计年鉴》

《中国统计年鉴》
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并能够有效处理缺失值［37］. 
集成学习模型是指包含多个模型的机器学习架

构，通过组合训练多个单模型来解决同一个问题 . 集
成学习模型的常见算法有 Bagging 算法和 Boosting 算

法两种，随机森林是 Bagging 算法的典型代表，具有良

好的鲁棒性和特征重要性评估能力，适用于处理大

规 模 数 据 集 和 高 维 特 征［38］；AdaBoost、XGBoost 和

LightGBM 则 是 Boosting 算 法 的 典 型 代 表 ，其 中

AdaBoost 具有高预测准确率和自适应性，能够处理复

杂的回归问题［39］；XGBoost 具有高泛化能力和并行计

算优势，同样能够处理大规模数据集和高维特征［40］；

LightGBM 是 XGBoost 的更高效实现，具有高性能、低

内存消耗和并行计算的优势［41］. 
本研究将总计 630 条（21 a×30 个省份）的数据集

划分为训练集与测试集 . 其中，随机选择 70% 的数据

作为训练集，用于模型训练和参数调优；30% 的数据

作为测试集，用于评价模型性能 . 在模型调参时，首

先确定超参的参数空间，然后使用五折交叉验证确

定最优超参数［42］. 在评价模型性能方面，本研究选择

均方根误差（RMSE）、平均绝对误差（MAE）及决定系

数（R2）作为评价指标，评估模型精度 . 
2　结果与分析

2.1　碳排放时空演化特征

2.1.1　碳排放年度变化特征

2000~2020 年我国碳排放总量如图 1 所示 . 总体

上，我国碳排放呈现出“先快后慢”的增长特征 . 具体

地，2000~2012 年我国碳排放快速增长，从 237 676 万 t
增 长 至 661 610 万 t，年 均 增 速 为 8.91%；2012~2020
年 ，我 国 碳 排 放 的 增 速 放 缓 ，从 661 610 万 t 增 长 至

704 507 万 t，年 均 增 速 为 0.79%. 值 得 注 意 的 是 ，在

2013 年我国碳排放出现了负增长，下降幅度达到了

3.45%. 

2.1.2　碳排放空间变化特征

2000~2020 年我国各省份碳排放的时空分布特

征如图 2 所示 . 从空间上看，我国碳排放整体呈现出

“东高西低、北高南低”的空间分布特征 . 其中，环渤

海地区（辽宁、河北和山东）是我国碳排放的高值区

域，该区域的碳排放总量常年占据全国的 20% 以上；

而青海省和海南省则是我国碳排放的低值区域，碳

排放总量分别仅占全国的 0.52% 和 0.40%. 从时间上

看，我国各省份碳排放都呈现出向上增长的趋势 . 其
中，广东、新疆以及内蒙古至江苏一带碳排放的增长

更 为 快 速 ，近 20 a 的 年 均 增 量 分 别 达 到 1 274 万 、

1 161 万 和 8 728 万 t，三 者 年 均 增 量 之 和 占 全 国 的

43.88%. 此外，各省份碳排放趋势分析结果均通过了

P<0.05 的显著性水平检验，表明上述结果具有较好

的可靠性 .
2.2　碳排放估算模型构建与评价

2.2.1　基于 Lasso 回归的影响因素筛选

基 于 Lasso 回 归 ，对 24 个 影 响 因 子 数 据 进 行 筛

选 . 依据标准化系数分析结果，剔除科技成果、第一、

二和三产业结构、第一产业 GDP、能源强度、外商投

资强度和私人汽车拥有量等 8 个变量（表 3）. 上述变

量剔除后的模型 R2为 0.98，表明剔除上述变量后模型

依然有较好的精度 . 因此，本研究选取常住人口、户

均 人 口 数 、GDP、人 均 GDP、能 源 效 率 、R&D 内 部 支

出、第二、三产业 GDP、产业结构高级化、能源结构、

能源消费总量、城市化水平、治理投资、消费品零售

总额、社会消费水平和公路客运量等 16 个变量作为

机器学习模型的输入因子 . 
2.2.2　模型性能分析与对比

基于 16 个影响因子数据和碳排放数据，利用 7
种机器学习算法，分别构建了碳排放估算模型，并在

验证数据集上进行了精度评价（表 4）. 结果表明，随

机 森 林 、AdaBoost、XGBoost 和 LightGBM 等 集 成 学 习

模型的估算精度优于 BP 神经网络、支持向量机和决

策树等单模型 . 其中，LightGBM 模型的 RMSE（0.02）
和 MAE（0.01）最小，R2（0.99）最高，表明 LightGBM 模

型的估算性能最好 . 
2.2.3　模型因子特征重要性分析

为简化模型输入参数，同时保证模型精度，本研

究利用 LightGBM 模型，分析了不同因子的相对重要

性（图 3）. 结果表明，能源消费总量和能源结构对碳

排放估算结果的贡献最大，分别为 33.7% 和 22.0%. 另
外，常住人口、城市化水平和产业结构高级化对碳排

放估算结果的影响也较为显著 . 上述 5 个因子的累计

重要性达到了 71.8%，意味着这 5 个因子能够涵盖原

模型的大部分特征［43］. 
图 1　2000~2020年中国碳排放总量

Fig. 1　Total carbon emissions in China from 2000 to 2020
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利用上述 5 个影响因子作为模型输入，进一步评

价了各机器学习模型在精简模型输入参数后的模型

精度（表 5）. 结果表明，LightGBM 模型的估算性能最

好（RMSE 为 0.02，MAE 为 0.01，R2 为 0.99）. 同时考虑

到 LightGBM 模型在计算效率、计算性能等方面的优

势，因此，本研究以能源消费总量、能源结构、常住人

基于国家测绘地理信息局标准地图服务网站下载，审图号为 GS（2024）0650 号的标准地图制作，底图无修改

图 2　2000~2020年各省份碳排放的时空分布特征及变化趋势

Fig. 2　Spatiotemporal distribution and temporal trends of carbon emissions at the provincial scale from 2000 to 2020
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口、城市化水平和产业结构高级化等 5 个因子作为输

入变量，运用 LightGBM 模型对碳排放进行预测 . 
2.3　未来碳排放趋势情景模拟分析

2.3.1　情景设置

由于我国不同地区发展水平和速度各不相同，

本研究将全国划分为六大地区：华北（北京、天津、河

北、山西和内蒙古）、东北（辽宁、吉林和黑龙江）、华东

（上海、江苏、浙江、安徽、福建、江西和山东）、中南（河

南、湖北、湖南、广东、广西和海南）、西南（重庆、四川、

贵州和云南）和西北（陕西、甘肃、青海、宁夏和新疆）. 
本研究设置了基准、低碳及高碳共 3 种碳排放情

景［44］，同时假设各地区的因子增速与全国保持相对

固定的差值，从而对我国 2021~2035 年的碳排放进行

预 测 . 具 体 地 ，首 先 对 全 国 整 体 的 因 子 增 速 进 行 预

测，进而根据各地区与全国近 5a 的因子增速差值，实

现对各地区不同因子的增速预测 . 计算公式如下：

St
ix = St

x + (S2016~2020
ix - S2016~2020

x ) （3）

式中，i 为所选的地区（i=1，2，…，6），x 为所选的因子

（x=1，2，… ，5），t 为 所 选 的 预 测 时 期（t=2021~2025，

2026~2030，2031~2035），St
ix 为第 i 个地区的第 x 个因

子在 t 年间的年均增速预测值，St
x 为第 x 个因子在 t 年

间全国的年均增速预测值，S2016~2020
ix 为第 i 个地区的第

x 个因子在 2016~2020 年间的年均增速，S2016~2020
x 为第

x 个因子在 2016~2020 年间全国的年均增速 . 公式（3）
中的变量 St

x 是通过各类文献获取，变量 S2016~2020
ix 和变

量 S2016~2020
x 是通过研究年份的《中国统计年鉴》和《中

国能源统计年鉴》获取 . 
能源消费总量：根据《中国能源展望 2060》预测，

我国能源消费总量在 2021~2025、2026~2030 和 2031~
2035 年 间 的 年 均 增 速 分 别 为 3.277%、0.345% 和

−0.592%. 进一步，各地区与全国近 5 a 的年均增速差

表 5　精简参数后的各模型误差对比

Table 5　Comparison of errors across models after 
streamlining parameters

模型类型

单模型

集成学习

模型名称

BP 神经网络

支持向量机

决策树

随机森林

AdaBoost
XGBoost

LightGBM

RMSE
0.05
0.05
0.06
0.04
0.04
0.03
0.02

MAE
0.03
0.04
0.03
0.02
0.02
0.02
0.01

R2

0.94
0.94
0.92
0.97
0.96
0.98
0.99

1.GDP，2. 第三产业 GDP，3. 消费品零售总额，4. 社会消费水平，5. 能

源效率，6. 人均 GDP，7. 第二产业 GDP，8.R&D 内部支出，9. 户均人口

数，10. 公路客运量，11. 治理投资，12. 产业结构高级化，13. 城市化水

平，14. 常住人口，15. 能源结构，16. 能源消费总量

图 3　全国尺度下碳排放估算模型的特征重要性

Fig. 3　Importance of features in the carbon emission estimation 
model based on LightGBM at the national scale

表 3　Lasso回归的变量筛选 1）

Table 3　Variable screening in Lasso regression
变量类型

人口

经济

科技

产业

能源

社会

变量名称

常住人口

户均人口数

GDP
人均 GDP
科技成果

能源效率

R&D 内部支出

第一产业结构

第二产业结构

第三产业结构

第一产业 GDP
第二产业 GDP
第三产业 GDP

产业结构高级化

能源结构

能源强度

能源消费总量

城市化水平

治理投资

消费品零售总额

社会消费水平

外商投资强度

公路客运量

私人汽车拥有量

标准化系数

−0.06
0.06
0.37

−0.14
—

0.09
0.22
—

—

—

—

0.06
−0.36

0.06
0.21
—

1.09
0.05
0.06

−0.49
0.18
—

−0.09
—

R2

0.98

1）“—”为 Lasso 回归剔除的变量

表 4　各模型误差对比

Table 4　Comparison of errors across models
模型类型

单模型

集成学习

模型名称

BP 神经网络

支持向量机

决策树

随机森林

AdaBoost
XGBoost

LightGBM

RMSE
0.04
0.05
0.05
0.03
0.03
0.03
0.02

MAE
0.03
0.04
0.03
0.02
0.02
0.02
0.01

R2

0.96
0.94
0.94
0.98
0.98
0.98
0.99
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值 分 别 为 0.116%、− 0.112%、− 0.062%、− 0.110%、

0.041% 和 0.244%，由此得到基准情景下各地区能源

消费总量的变化趋势（表 6）. 最后，依据文献［45］的

情景设置，低碳情景与高碳排情景在基准情景的基

础上分别上下浮动 0.4%. 
能源结构：根据《中国能源展望 2060》和《中国经

济 周 刊》预 测 ，我 国 能 源 结 构 在 2021~2025、2026~
2030 和 2031~2035 年间的年均增速分别为−1.750%、

−2.422% 和−2.757%. 进一步，各地区与全国近 5 a 的

年 均 增 速 差 值 分 别 为 0.230%、− 0.356%、0.006%、

−0.236%、0.002% 和 0.083%，由此得到基准情景下各

地 区 能 源 结 构 的 变 化 趋 势（表 7）. 最 后 ，依 据 文 献

［46］的情景设置，低碳情景与高碳排情景在基准情

景的基础上分别上下浮动 0.4%. 
常住人口：根据文献［47］预测，我国常住人口在

2021~2025、2026~2030 和 2031~2035 年间的年均增速

分别为−0.043%、−0.138% 和−0.162%. 进一步，各地区

与 全 国 近 5 a 的 年 均 增 速 差 值 分 别 为 − 0.080%、

−0.334%、0.042%、0.050%、0.020% 和 0.057%，由 此 得

到基准情景下各地区常住人口的变化趋势（表 8）. 最
后，依据文献［48］的情景设置，低碳情景与高碳排情

景在基准情景的基础上分别上下浮动 0.1%. 

城市化水平：根据文献［49］预测，我国城市化水

平在 2021~2025、2026~2030 和 2031~2035 年间的年均

增速分别为 1.402%、1.432% 和 0.837%. 进一步，各地

区 与 全 国 近 5 a 的 年 均 增 速 差 值 分 别 为 − 0.067%、

−0.113%、−0.069%、0.026%、0.201% 和 0.150%，由此得

到基准情景下各地区城市化水平的变化趋势（表 9）. 

表 6　能源消费总量年均增速预测值/%
Table 6　Projected average annual growth rate of total energy consumption/%

情景

基准情景

低碳情景

高碳情景

年份

2021~2025
2026~2030
2031~2035
2021~2025
2026~2030
2031~2035
2021~2025
2026~2030
2031~2035

全国

3.277
0.345

−0.592
2.877

−0.055
−0.992

3.677
0.745

−0.192

华北

3.393
0.461

−0.476
2.993
0.061

−0.876
3.793
0.861

−0.076

东北

3.165
0.233

−0.704
2.765

−0.167
−1.104

3.565
0.633

−0.304

华东

3.215
0.283

−0.654
2.815

−0.117
−1.054

3.615
0.683

−0.254

中南

3.167
0.235

−0.702
2.767

−0.165
−1.102

3.567
0.635

−0.302

西南

3.318
0.386

−0.551
2.918

−0.014
−0.951

3.718
0.786

−0.151

西北

3.521
0.589

−0.348
3.121
0.189

−0.748
3.921
0.989
0.052

表 7　能源结构年均增速预测值/%
Table 7　Projected average annual growth rate of energy structure/%

情景

基准情景

低碳情景

高碳情景

年份

2021~2025
2026~2030
2031~2035
2021~2025
2026~2030
2031~2035
2021~2025
2026~2030
2031~2035

全国

−1.750
−2.422
−2.757
−2.150
−2.822
−3.157
−1.350
−2.022
−2.357

华北

−1.520
−2.192
−2.527
−1.920
−2.592
−2.927
−1.120
−1.792
−2.127

东北

−2.106
−2.778
−3.113
−2.506
−3.178
−3.513
−1.706
−2.378
−2.713

华东

−1.744
−2.416
−2.751
−2.144
−2.816
−3.151
−1.344
−2.016
−2.351

中南

−1.986
−2.658
−2.993
−2.386
−3.058
−3.393
−1.586
−2.258
−2.593

西南

−1.748
−2.420
−2.755
−2.148
−2.820
−3.155
−1.348
−2.020
−2.355

西北

−1.667
−2.339
−2.674
−2.067
−2.739
−3.074
−1.267
−1.939
−2.274

表 8　常住人口年均增速预测值/%
Table 8　Projected average annual growth rate of resident population/%

情景

基准情景

低碳情景

高碳情景

年份

2021~2025
2026~2030
2031~2035
2021~2025
2026~2030
2031~2035
2021~2025
2026~2030
2031~2035

全国

−0.043
−0.138
−0.162
−0.143
−0.238
−0.262

0.057
−0.038
−0.062

华北

−0.123
−0.218
−0.242
−0.223
−0.318
−0.342
−0.023
−0.118
−0.142

东北

−0.377
−0.472
−0.496
−0.477
−0.572
−0.596
−0.277
−0.372
−0.396

华东

−0.001
−0.096
−0.120
−0.101
−0.196
−0.220

0.099
0.004

−0.020

中南

0.007
−0.088
−0.112
−0.093
−0.188
−0.212

0.107
0.012

−0.012

西南

−0.023
−0.118
−0.142
−0.123
−0.218
−0.242

0.077
−0.018
−0.042

西北

0.014
−0.081
−0.105
−0.086
−0.181
−0.205

0.114
0.019

−0.005
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最后，依据文献［50］的情景设置，低碳情景与高碳排 情景在基准情景的基础上分别上下浮动 0.2%. 

产业 结 构 高 级 化 ：根 据 文 献［51］预 测 ， 我 国 产

业 结 构 高 级 化 在 2021~2025、 2026~2030 和 2031~
2035 年 间 的 年 均 增 速 分 别 为 2.203%、 2.295% 和 
2.305%. 进一步， 各地区与全国近 5 a 的年均增速差

值分别为 0.454%、−0.249%、−0.146%、0.185%、0.027%
和 0.065%，由此得到基准情景下各地区产业结构高

级化的变化趋势（表 10）. 最后，依据文献［52］的情景

设置，低碳情景与高碳排情景在基准情景的基础上

分别上下浮动 0.1%. 
2.3.2　碳排放预测分析

在基准、低碳、高碳情景下，我国碳排放都呈现

出先上升后下降的“倒 U”型时间变化特征（图 4），碳

达峰时间及峰值分别为 2027 年及 772 652 万 t、 2026
年及 755 248 万 t、 2028 年及 794 415 万 t. 由此可以看

出，我国在 3 种情景下均能实现碳达峰目标 . 相比于

基准情景，在低碳情景下，碳达峰时间提前了 1 a，峰

值降低了 2.25%；在高碳情景下，碳达峰时间延后了

1 a，峰值增加了 2.82%. 
不同情景下，各地区碳达峰时间及峰值同样存

在显著差异（图 5）. 在基准和低碳情景下，各地区的

碳达峰时间集中在 2025~2030 年，峰值位于 67 423 万

~214 960 万 t 之间，各地区都能够较好地实现碳达峰

目标；而在高碳情景下，各地区的碳达峰时间集中在

2025~2031 年，峰值位于 72 535 万~221 272 万 t 之间，

西北地区无法在 2030 年前实现碳达峰目标 . 相比于

基准情景，在低碳情景下，各地区的碳达峰时间平均

提 前 了 0.67 a，峰 值 平 均 降 低 了 3.42%；在 高 碳 情 景

下，各地区的碳达峰时间平均延后了 0.83 a，峰值平

均增加了 2.71%. 
不同的发展情景会影响各地区未来的累计碳排

放总量，尤其对东北和西南地区的影响较大（表 11）. 
相比于基准情景，在高碳情景下，2021~2035 年东北

表 9　城市化水平年均增速预测值/%
Table 9　Projected average annual growth rate of urbanization level/%

情景

基准情景

低碳情景

高碳情景

年份

2021~2025
2026~2030
2031~2035
2021~2025
2026~2030
2031~2035
2021~2025
2026~2030
2031~2035

全国

1.402
1.432
0.837
1.202
1.232
0.637
1.602
1.632
1.037

华北

1.335
1.365
0.770
1.135
1.165
0.570
1.535
1.565
0.970

东北

1.289
1.319
0.724
1.089
1.119
0.524
1.489
1.519
0.924

华东

1.333
1.363
0.768
1.133
1.163
0.568
1.533
1.563
0.968

中南

1.428
1.458
0.863
1.228
1.258
0.663
1.628
1.658
1.063

西南

1.603
1.633
1.038
1.403
1.433
0.838
1.803
1.833
1.238

西北

1.552
1.582
0.987
1.352
1.382
0.787
1.752
1.782
1.187

图 4　不同情景下未来 15 a（2021~2035年）中国碳排放变化趋势

Fig. 4　Trends in national carbon emissions over the next 15 years 
（from 2021 to 2035） under different scenarios

表 10　产业结构高级化年均增速预测值/%
Table 10　Projected average annual growth rate of advancing industrial structure/%

情景

基准情景

低碳情景

高碳情景

年份

2021~2025
2026~2030
2031~2035
2021~2025
2026~2030
2031~2035
2021~2025
2026~2030
2031~2035

全国

2.203
2.295
2.305
2.303
2.395
2.405
2.103
2.195
2.205

华北

2.657
2.749
2.759
2.757
2.849
2.859
2.557
2.649
2.659

东北

1.954
2.046
2.056
2.054
2.146
2.156
1.854
1.946
1.956

华东

2.057
2.149
2.159
2.157
2.249
2.259
1.957
2.049
2.059

中南

2.388
2.480
2.490
2.488
2.580
2.590
2.288
2.380
2.390

西南

2.230
2.322
2.332
2.330
2.422
2.432
2.130
2.222
2.232

西北

2.268
2.360
2.370
2.368
2.460
2.470
2.168
2.260
2.270
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和西南地区的累计碳排放总量分别增加了 3.02% 和

3.75%；在低碳情景下，东北和西南地区的累计碳排

放总量分别降低了 6.00% 和 5.10%. 由此可以看出，对

于东北和西南地区而言，走低碳发展路线能够取得

更大的成效 . 
3　讨论

3.1　碳排放时间变化的影响因素分析

结合 5 个主要影响因子的变化趋势和我国发展

的 实 际 情 况 ，我 国 碳 排 放 在 2000~2020 年 间 呈 现 出

“先快后慢”的增长特征可能有四方面的原因 . 第一，

我国能源消费总量增速放缓，能源结构趋于合理，抑

制了碳排放的增长 . 根据《中国能源统计年鉴》统计，

我国能源消费总量由 2000 年的 146 964 万 t 快速增长

至 2012 年的 402 138 万 t，年均增幅达 8.75%. 其中，煤

炭占能源消费总量的比例（能源结构）较大，常年保

持在 68.5% 以上，高碳能源的大量使用导致了我国碳

排放迅速增加［图 6（a）］. 然而自“十二五”规划以来，

我国出台了一系列关于能源消费总量和强度“双控”

图 5　不同情景下未来 15 a（2021~2035年）各地区碳排放变化趋势

Fig. 5　Trends in regional carbon emissions over the next 15 years （from 2021 to 2035） under different scenarios

表 11　2021~2035年各地区低、高碳情景较基准情景的

累计碳排放总量变化/%
Table 11　Changes in cumulative total carbon emissions 

of regional low-carbon and high-carbon scenarios 
compared with the baseline scenario from 2021 to 2035/%

低碳情景

华北地区

东北地区

华东地区

中南地区

西南地区

西北地区

累计碳排放总量变化

−2.23
−6.00
−2.18
−2.00
−5.10
−3.30

高碳情景

华北地区

东北地区

华东地区

中南地区

西南地区

西北地区

累计碳排放总量变化

2.38
3.02
2.85
3.60
3.75
3.35
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的政策，并加大了对清洁能源的投入 . 我国能源消费

总量仅由 2012 年的 402 138 万 t 小幅增长至 2020 年的

498 314 万 t，年均增幅仅 2.72%；煤炭占能源消费总量

的 比 例 由 2012 年 的 68.5% 逐 步 下 降 至 2020 年 的

56.9%，年均降幅达 2.29%. 能源消费总量的合理调控

与 能 源 结 构 的 持 续 优 化 ，有 效 地 抑 制 了 碳 排 放 的

增长 .
第二，我 国 人 口 增 长 趋 缓 ，抑 制 了 生 活 能 源 消

费 量 的 增 加 . 根 据《中 国 统 计 年 鉴》统 计 ，我 国 常 住

人口由 2000 年的 126 743 万人快速增长至 2012 年的

135 922 万 人 ，年 均 增 幅 达 0.58%. 人 口 的 快 速 增 长

进而导致生活能源消费量的迅速增加，带动了碳排

放的增长［图 6（b）］. 然而近年来受到育龄妇女数量

持续下降和生育时间推迟等问题的影响，出生人口

规 模 有 所 下 降 . 我 国 常 住 人 口 仅 由 2012 年 的

126 743 万 人 小 幅 增 长 至 2020 年 的 141 212 万 人 ，年

均 增 幅 仅 0.48%. 人 口 增 长 的 趋 缓 抑 制 了 生 活 能 源

消费量的增加，使得生活能源消费量对碳排放的带

动作用减弱 . 
第三，我国人口城市化的速度减缓，抑制了能源

需求的增加 . 根据《中国统计年鉴》统计，我国城市化

水 平 由 2000 年 的 36.82% 快 速 增 长 至 2012 年 的

53.09%，年均增幅达 3.10%. 城市化带来了更高的人

口密度和工业化水平，导致对能源的需求显著增加

［图 6（c）］. 然而近年来随着我国城市化的深入，农村

劳动力向城市迁移的速度逐渐减缓，部分城市甚至

出现了人口外流现象 . 我国城市化水平仅由 2012 年

的 53.09% 小幅增长至 2020 年的 63.91%，年均增幅仅

2.35%. 城市化推进速度的减缓，在一定程度上抑制

了能源需求的增加 . 
第四，我国第二产业向第三产业转型的步伐显

著加快，抑制了碳排放的增长 . 根据《中国统计年鉴》

统计，我国产业结构高级化仅由 2000 年的 0.80 小幅

增长至 2012 年的 0.83，年均增幅仅 0.37%. 在这一时

期，主要表现为第一产业向第二产业和第三产业转

型，第三产业与第二产业增加值的比值（产业结构高

级化）几乎保持稳定，进而导致了碳排放的快速增长

［图 6（d）］. 然而近年来我国提出了多项加快产业结

构优化升级的重点任务和措施，逐步推动了第二产

业向第三产业转型 . 我国产业结构高级化由 2012 年

的 0.83 快 速 增 长 至 2020 年 的 1.43，年 均 增 幅 达

6.98%. 第二产业通常呈现较高的碳排放强度，而第

三产业则相对较低 . 在转型过程中，第二产业比例的

降低抑制了碳排放的增长 . 

3.2　碳排放空间变化的影响因素分析

利用 LightGBM 模型，输入 Lasso 回归筛选得到的

16 个影响因子，得到各地区不同因子的相对重要性 . 

其中，部分因子重要性较低，受限于篇幅，仅展示各

地区重要性排名前 7 的因子（图 7）. 结果表明，碳排放

影响因子呈现出显著的空间异质性 . 总体上看，不同

图 6　2000~2020年中国碳排放总量与主要影响因子的变化趋势

Fig. 6　Trends in total carbon emissions and main influencing factors in China from 2000 to 2020
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地区的碳排放主要影响因子表现出两种类型 . 第一

种类型是能源消费总量和能源结构占主导地位的地

区，主要体现在东北、中南和西南地区 . 在这 3 个地区

中，能源消费总量和能源结构这两个因子对估算结

果的平均贡献分别为 43.7% 和 18.1%，这与全国范围

所得到的结果相似 . 其主要原因在于能源消费是碳

排放的主要来源，能源消费总量的增加将直接导致

碳排放量的增加 . 此外，不同类型的能源在燃烧过程

中产生的碳排放量存在较大差异，能源结构的优化

能够显著降低碳排放量 . 
第二种类型是能源消费总量和常住人口占主导

地位的地区，主要体现在华北、华东和西北地区 . 在
这 3 个地区中，能源消费总量和常住人口这两个因子

对估算结果的贡献分别为 42.5% 和 20.5%. 其主要原

因在于这些地区常住人口持续增长，城市化进程加

快，直接导致了能源消费总量的增加，进一步推动了

碳排放的增加 . 据统计，2000~2020 年华北、华东和西

北地区常住人口的年均增幅较全国平均高 0.19%，而

能源消费总量的年均增幅同样较全国平均高 0.51%. 
解决大量人口增长带来的能源消费总量快速增加的

问 题 ，成 为 了 华 北 、华 东 和 西 北 地 区 实 现 碳 达 峰 的

关键 .

3.3　政策建议

（1）针对碳排放的高值区域，应建立节能减排的

法律框架，明确高耗能产业的减排责任和目标，加强

监督和执法力度 . 同时提供财政支持，设立节能减排

a1. 能源结构，a2. 产业结构高级化，a3. 社会消费水平，a4.GDP，a5. 第二产业 GDP，a6. 常住人口，a7. 能源消费总量，b1. 公路客运量，b2. 治理投

资，b3. 常住人口，b4.GDP，b5. 社会消费水平，b6. 能源结构，b7. 能源消费总量，c1. 能源结构，c2. 公路客运量，c3 户均人口数，c4. 第二产业 GDP，

c5.R&D 内部支出，c6. 常住人口，c7. 能源消费总量，d1. 治理投资，d2. 公路客运量，d3. 产业结构高级化，d4. 常住人口，d5. 第二产业 GDP，d6. 能源

结构，d7. 能源消费总量，e1. 治理投资，e2. 消费品零售总额，e3. 公路客运量，e4.R&D 内部支出，e5. 常住人口，e6. 能源结构，e7. 能源消费总量，f1.
GDP，f2. 公路客运量，f3. 治理投资，f4. 能源结构，f5. 第二产业 GDP，f6. 常住人口，f7. 能源消费总量

图 7　区域尺度下碳排放估算模型的特征重要性

Fig. 7　Importance of features in the carbon emission estimation model based on LightGBM at the regional scale
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专项资金，支持高耗能产业进行技术升级和装备更

新，推动绿色生产方式的发展 . 另一方面加强产业转

型的指导和支持，为高耗能产业提供咨询和培训服

务，引导其向节能减排方向发展 . 
（2）针对碳排放增长较快的区域，应制定和完善

新能源发展规划，明确清洁能源发展目标和路径 . 同
时加大清洁能源技术研发和创新力度，建立绿色能

源技术创新基地，加强产学研合作，推动清洁能源技

术创新和应用 . 另一方面加强新能源发电和储能设

施 建 设 ，完 善 电 力 市 场 体 系 ，提 高 清 洁 能 源 发 电 比

例，推动电力行业绿色转型 . 
（3）考虑到我国各地区的发展条件各不相同，碳

减排政策的实施存在地区差异 . 例如我国东北、中南

和西南地区，能源消费总量和能源结构对碳排放有

着较大影响 . 为促进这些地区的可持续发展，必须摒

弃高耗能、高排放的发展模式，推动可再生能源产业

发展，助力这些地区进行能源结构的转型升级 . 同时

加大人才引进和科研投入，建设以互联网、智能物流

网络和智能电网为核心的新型基础设施网络，推动

信息化与工业化的深度融合 . 华北、华东和西北地区

的碳排放则主要受到能源消费总量和常住人口的影

响 . 在发展过程中，应提高居民的环保意识，倡导全

民节能减排，构建绿色低碳生活方式 . 同时积极推广

清洁生产和节能减排措施，减少对化石能源的消耗 . 
此外，对于率先实现碳达峰的地区，可以向尚未实现

碳达峰的地区提供技术、管理等方面的指导和支持，

加快产业转型和碳减排步伐 . 
4　结论

（1）2000~2020 年，我国碳排放在时间上呈现出

“ 先 快 后 慢 ”的 增 长 特 征 ，在 空 间 上 呈 现 出“ 东 高 西

低、北高南低”的分布特征 . 其中，2000~2012 年碳排

放增长速度较快，2012~2020 年增长速度放缓；碳排

放的高值区域主要集中于环渤海地区，高增长区域

集中于广东、新疆以及内蒙古至江苏一带 . 
（2）能源消费总量、能源结构、常住人口、城市化

水 平 和 产 业 结 构 高 级 化 是 影 响 我 国 碳 排 放 的 主 要

因子 .
（3）在基准、低碳及高碳情景下，2021~2035 年全

国及各地区碳排放都呈现出“先上升后下降”的时间

变化特征 . 其中，除高碳情景下的西北地区外，全国

及各地区预计都能在 2030 年前实现碳达峰目标 . 同
时，不同的发展情景会影响各地区未来的累计碳排

放总量，尤其对东北和西南地区的影响较大 . 
（4）本研究有助于为我国和各地区碳减排、碳达

峰提供理论依据和技术支撑 . 受限于相关统计数据

的可得性，本研究的影响因子选择存在一定的局限

性 . 此外，在情景设置方面，各因子在不同情景下的

发 展 速 率 设 定 可 能 与 未 来 的 实 际 发 展 趋 势 有 所 出

入，未来在实践中还需进一步完善 . 
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